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Abstract

The recycling industry faces the challenge of rapidly and accurately sorting large volumes of cylin-
drical batteries. This study presents an AI-based vision system that integrates a GPU-accelerated
YOLOv5 model for real-time detection of buttoncells and cylindrical batteries with a UR3 robot for
automated picking. Affine transformations map image coordinates to the robot’s workspace, and
an asynchronous queue architecture ensures continuous processing without unnecessary stops.
The system achieved 98 % precision and 96 % recall, with mAP@0.5 of 97 % and mAP@0.5:0.95
of 81 %, while maintaining inference times around 20 ms per frame.

The average pick cycle time was 5.48 s with continously running conveyer belt and detection
stability remained above 95 % at conveyor speeds up to 345 mm/s and when handling tightly
clustered objects at speeds up to 200 mm/s. These results demonstrate that coupling AI vision
with collaborative robotics can deliver both high accuracy and throughput. The system’s modular
architecture allows straightforward scaling to additional battery types and higher processing rates,
highlighting its potential to improve efficiency, precision, and sustainability in recycling.
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Sammanfattning

Återvinningsindustrin står inför utmaningen att snabbt och med hög noggrannhet kunna
sortera batterier. I denna studie som är en del av forskningsprojektet Mission 0 House
har ett AI-baserat vision system utvecklats. Systemet kombinerar en YOLOv5-modell
som tränades med 1300 bilder på knappcell och cylindriska hushållsbatterier. Syste-
met används med GPU-acceleration för realtidsdetektion samt en UR3-robot för plock-
ning. Genom affina transformationer översätts bildkoordinater till robotens arbetsplan,
och asynkron köhantering säkerställer kontinuerlig bearbetning utan onödiga stopp.
Systemet uppnådde 98 % Precision och 96 % recall, med mAP@0.5 på 97 % och
mAP@0.5:0.95 på 81 %, samt inferenstider runt 20 ms per bildruta.

En genomsnittlig plockcykel tog 5:48 � 0:10 s med kontinuerlig drift av bandet. Detek-
tionsstabilitet bibehölls över 95 % vid transportbands hastigheter upp till 345 mm/s
och vid tätt liggande objekt upp till 200 mm/s. Dessa resultat visar att AI-vision i
kombination med robotik kan ge både hög noggrannhet och genomströmning. Syste-
mets modulära arkitektur möjliggör enkel skalning till fler batterityper och ökad ge-
nomströmning. Studien visar potentialen till effektivitet, noggrannhet och hållbarhet i
återvinningsflöden.
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handledare Dana Salar och min ämnesgranskare Erik Hultman för all hjälp med allt,
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Tack till kaffemaskinen på cafe ångström och pingisrummet i hus 8 för alla välbehövliga
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lära sig komplexa m̈onster. 4

FIFO (First in, First out) - En k̈oprincip d̈ar det f̈orsta objektet som kommer in̈ar det
första som tas ut. 29

FN (False Negative) - Antalet felaktigt identi�erade negativa exempel av alla verkliga
positiva. 12

FP (False Positive) - Antalet felaktigt identi�erade positiva exempel av alla identi�er-
ade positiva. 12

FPS (Frames Per Second) - Antal bilder eller ramar som behandlas per sekund. 15

GPU (Graphics Processing Unit) - En processor designad för att hantera gra�k, oftast i
en dator. 7
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1 Introduktion

1 Introduktion

Batterierär en nyckelkomponent i den globala omställningen till elektri�ering och
h	allbara energil̈osningar.Ökad anv̈andning f̈or med sig stora utmaningar för 	atervinning
och resurshantering. Examensarbetet utfört vid Institutionen f̈or elektroteknik vid Upp-
sala universitet inom forskningsprojektet Mission 0 House (M0H), undersöker hur arti-
�ciell intelligens (AI), i form av datorseende och Maskininlärning (ML), kan anv̈andas
för att automatisera sorteringen av batterier. Genom att kombinera ett AI-baserat vision-
system med robotik syftar projektet till att möjliggöra mer effektiva, s̈akra och h	allbara
	atervinningsprocesser.

1.1 Bakgrund

I takt med att batterianv̈andningenökar, fr	an sm	a elektroniska enheter till elfordon,
har kravet p	a korrekt och resurseffektiv	atervinning blivit allt viktigare. Batterier in-
neh	aller värdefulla metaller s	asom litium och kobolt, men̈aven milj̈ofarliga ämnen
(Wallman, 2022; Naturv	ardsverket, 2024). Traditionella manuella sorteringsmetoder
är tidskr̈avande och kostsamma, vilket ofta leder till lägre	atervinningsgrad och förlust
av materialv̈arde (Avfall Sverige, 2024).

Samtidigt har framsteg inom automations- och visionsystem, framför allt baserade p	a
Convolutional Neural Network (CNN), visat p	a stor potential att automatisera visuell
identi�ering och klassi�cering av objekt i realtid (Burkov, 2019; O'Shea and Nash,
2015). Genom att integrera s	adana AI-baserade visionsystem med robotar kan
	atervinnings�̈oden snabbas upp och bli mer tillförlitliga, vilket är avg̈orande f̈or en
fungerande cirkul̈ar ekonomi (Ali and Zhang, 2024).

1.2 Problembeskrivning

Även om vissa studier har demonstrerat bildbaserad detektion av batterier i nära realtid
under laborationsförh	allanden (Al-Duski and Al-Duski, 2024; Rehnholm, 2021), saknas
fortfarande studier som presenterar en helhetslösning som:

1. möjliggör kontinuerlig realtidsdetektion av batterier i en industriell miljö,

2. integrerar ett AI-baserat visionsystem med en robotarm för automatisk sortering,

3. bibeh	aller ḧog precision och effektivitet vid varierande matningshastigheter med
tätt packade batterikon�gurationer.
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1 Introduktion

För att 	atg̈arda detta kr̈avs en kombination av optimerade CNN-modeller, smidig inte-
gration med robotsystem och välanpassade driftsförh	allanden. Examensarbetet syftar
till att utveckla och utv̈ardera en s	adan helhetslösning under realistiska föruts̈attningar.

1.2.1 Sortering av batterier med vision

Utmaningen ligger i att utveckla ett system som, trots variationer i batteriers form, stor-
lek och m̈arkning, kan identi�era och klassi�cera dem med hög tr̈affsäkerhet. F̈or att
klara realtidskraven i industriella miljöer m	aste modellen vara b	ade snabb och robust,
samt s̈omlöst samspela med en robot för plock- och transportmoment (Zhao et al., 2024).
Dessa tekniska krav ställer ḧoga krav p	a maskininl̈arningsarkitekturen och den praktiska
integrationen i ett automatiserat sorterings�öde.

1.3 Syfte

Syftet med examensarbetetär att utveckla och implementera ett AI-baserat visionsys-
tem för realtidsidenti�ering och automatisk sortering av tv	a batteriklasser (knappcells
batterier och AA/AAA batterier) tillsammans med en Universal Robots (UR) Robot.

1.4 Fr 	agest ällningar

För att uppn	a syftet har f̈oljande forskningsfr	agor formulerats:

1. Hur kan ett AI-baserat visionsystem designas för att identi�era och sortera bat-
terier utifr	an bilddata i realtid?

2. Hur kan ett AI-baserat visionssystem optimeras avseende effektivitet och nog-
grannhet f̈or robotiserad batterisortering vid	atervinning?

1.5 Avgr änsningar

Arbetet kommer att begränsas till sortering av tv	a kategorier av batterier, Knappcells-
batterier som klassi�ceras som sm	a batterier, AA/AAA batterier som klassi�ceras som
mellanstora batterier. Exempel p	a batterier som arbetet inte innefattarär sẗorre
hush	allsbatterier som 4,5V och 9V batterier, Verktygs batterier, mobiltelefonsbatterier,
startbatterier f̈or bilar samt elbilsbatteripaket.
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1 Introduktion

Modellen tr̈anas exklusivt f̈or dessa tv	a batteriklasser ocḧar inte utformad f̈or att skilja
batterier fr	an andra objekt samt att detektera batterier som liggeröverlappande.

Studien fokuserar p	a utvecklingen av visionsystemet och implementering med UR roboten,
men kommer inte att omfatta en fullständig implementering i en verklig industriell
milj ö. Arbetet utv̈arderar noggrannhet, precision, recall och Mean Average Precision
(mAP) hos ML-modellen, men kommer inte jämföra med andra typer av metoder för
batterisortering.

3



2 Teori

2 Teori

För att först	a hur AI kan anv̈andas f̈or att identi�era och sortera batterier krävs en insikt i
maskininl̈arning, datorseende och robotik. Här presenteras relevanta teorier inom dessa
omr	aden, inklusive CNN och objektigenkänning, som ligger till grund f̈or modellens
funktion.

Här beskrivs̈aven de metoder som används f̈or att utv̈ardera modellens prestanda. Dessu-
tom diskuteras integrationen mellan visionsystemet och robotiken, samt utmaningarna
som uppst	ar med att sortera batterier, vilketär en central del av den automatiserade
sorteringsprocessen.

2.1 Maskininl ärning

Maskininl̈arningär en gren inom AI som utvecklar algoritmer för att analysera data och
bygga statistiska modeller för probleml̈osning (Burkov, 2019, s.1). Istället för att pro-
grammera en modell för varje uppgift tr̈anas algoritmer med data, och använder sedan
de inl̈arda m̈onstren f̈or att g̈ora föruts̈agelser. Det �nns �era typer av ML algoritmer,
de mest relevanta för arbeteẗar övervakad inl̈arning och djupinl̈arning.

2.1.1 Övervakad inl ärning

Övervakad inl̈arning inneb̈ar att en modell tr̈anas p	a ett dataset som best	ar av indata
(features) och motsvarande utdata etiketter (labels). Detta innebär att modellen l̈ar sig
identi�era samband mellan indata och rätt svar genom att analysera tidigare exempel. En
modell kan tr̈anas p	a ett dataset som inneh	aller tusentals bilder av olika batterityper, där
varje bild har en tillḧorande etikett som anger vilken batterityp den föresẗaller. Genom
att analysera dessa exempel lär sig modellen att k̈anna igen m̈onster och egenskaper som
särskiljer batterityperna, s	asom f̈arg och markeringar (Burkov, 2019).

2.1.2 Djupinl ärning

Djupinlärningär en avancerad gren av maskininlärning som bygger p	a arti�ciella neu-
rala n̈atverk med �era lager, s	a kallade Deep Neural Network (DNN). Dessa nätverk
best	ar av �era dolda lager mellan indata och utdata, vilka var och en inneh	aller noder
som tar emot signaler fr	an föreg	aende lager, viktar de, applicerar en aktiveringsfunk-
tion och sedan skickar vidare reslutatet. Vilket gör det m̈ojligt att lära sig mer kom-
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plexa m̈onster j̈amfört med mer grundläggande maskininlärningsmetoder. Denna metod
kan automatiskt identi�era viktiga m̈onster och egenskaper genom att analysra r	adata.
I varje lager av n̈atverket utf̈ors en speci�k transformation av indatan, där tidigare
lager kan k̈anna igen kanter och färger, medan senare lager kan identi�era speci�ka
märkningar och andra abstrakta egenskaper (Burkov, 2019).

2.1.3 Modelltr äning och utv ärdering

För att bygga en ML modell krävs en �erstegsprocess som kräver noggrann planering
och genomf̈orande (Foster et al., 2024). Processen kan delas in i följande sju steg:

1. Först	a problemet och de�niera framg	angskriterier

Detär viktigt att tydligt de�niera vilket problem som ska lösas med maskininlärn-
ing. Detta inneb̈ar att fastsẗalla projektets m	al och krav samt att omvandla dessa
till en konkret problemformulering.

2. Samla och f̈orst	a data

Nästa steg̈ar att identi�era och samla in relevant data som behövs för att lösa
problemet. Det inkluderar att först	a datak̈allorna, typerna av data och hur de
relaterar till problemet.

3. Förbered och rensa data

R	adata kr̈aver ofta f̈orbehandling innan de kan användas f̈or modelltr̈aning. Detta
steg innefattar datarensning, hantering av saknade värden, normalisering och trans-
formation av data f̈or att s̈akersẗalla att dëar i rätt format och kvalitet f̈or modellen.

4. Val av modell och träningsmetod

Baserat p	a problemet och data väljs en l̈amplig maskininl̈arningsalgoritm. Deẗar
ocks	a viktigt att besẗamma hur modellen ska tränas, inklusive val av träningsme-
todik och optimeringsstrategier.

5. Tr äning av modellen

I detta steg anv̈ands den f̈orberedda datan för att tr̈ana den valda modellen. Under
träningen justeras modellens parametrar för att minimera fel och f̈orbättra pre-
standan.

6. Utvärdera modellen

Efter tr̈aning m	aste modellens prestanda utvärderas med hjälp av testdata som inte
anv̈andes under träningen. Detta f̈or att s̈akersẗalla att modellen generaliserar till
nya, osedda data.

5



2 Teori

7. Implementering i verklig milj ö

När modellen har visat sig vara effektiv implementeras den i en verklig miljö. Det
är viktigt att kontinuerligtövervaka modellens prestanda och göra n̈odvändiga
justeringar f̈or att s̈akersẗalla att den forts̈atter levereräover tid.

2.2 Konvolutionella neurala n ätverk

Konvolutionella neurala n̈atverk är en avancerad typ av Arti�ciella neurala nätverk
(AAN) somär s̈arskilt anpassade för bildigenk̈anning och m̈onsterigenk̈anning i visuella
data. Den anv̈ands exempelvis för datorseende inom applikationer som objektklassi�-
cering, ansiktsigenk̈anning och medicinsk bildanalys. En viktig fördel med CNNär
anv̈andningen av delade vikter i konvolutionslagren, vilket minskar antalet parametrar
och g̈or modellen mer effektiv̈an traditionella neurala nätverk. CNN:s kan ocks	a tr̈anas
p	a stora dataset för att förbättra sin f̈orm	aga att identi�era komplexa m̈onster (ÓShea
& Nash, 2015). Vid tr̈aning av neurala n̈atverkär en av utmaningarna att omvandla data
till ett format som n̈atverket kan arbeta med. Om indata best	ar av bilder m	aste datan
först skalas om s	a att alla bilder har samma dimensioner. Därefter standardiseras och
normaliseras pixlarna till intervallet [0, 1], Detta görs för att ge pixelv̈ardena en en-
hetlig skala vilket underlättar processen och förbättrar prestandan p	a modellen (Burkov,
2019).

2.2.1 Grundl äggande arkitektur och komponenter

CNN likar traditionella neurala n̈atverk genom att de best	ar av �era lager av neuroner
somär sammankopplade och tränas genom att justera vikter och bias. De olika lagren
arbetar tillsammans för att extrahera och klassi�cera m̈onster i bilder (O'Shea and Nash,
2015). CNNär uppbyggda av tre huvudsakliga lagertyper:

1. Konvolutionslager Identi�erar mönster i indata genom att applicera �lter (kenels)
som extraherar egenskaper som kanter, texturer och former. Varje �lter genererar
information om speci�ka bilddetaljer.

2. Pooling-lager Detta lager minskar dimensionerna p	a informationen genom ex-
empelvis max pooling, vilket g̈or modellen mer beräkningsm̈assigt effektiv och
minskar överpassning. Pooling delar upp data i sm	a block och tar det största
värdet i varje block f̈or att krympa informationen och göra modellen mer robust.

3. Fullt anslutna lager Kopplar samman informationen fr	an de tidigare lager och
klassi�cerar slutligen objektet genom att beräkna sannolikheten för varje kategori.

6



2 Teori

2.2.2 Ultralytics YOLO

You Only Look Once (YOLO)̈ar en objektdetekteringsalgoritm av Ultralytics för re-
altid som anv̈ands inom datorseende för att identi�era och lokalisera objekt i bilder och
videor. Algoritmen k̈annetecknas av sin snabbhet och förm	aga att utf̈ora b	ade detekter-
ing och klassi�cering av objekt i en enda beräkning, vilket g̈or den s̈arskilt anv̈andbar
för applikationer d̈ar b	ade hastighet och noggrannhetär viktiga. Beroende p	a projek-
tets behov s	a kan olika versioner av YOLO användas, det beror p	a krav p	a noggrannhet,
hastighet och h	ardvarubegr̈ansningar. Om modellen ska integreras i ett robotbaserat sys-
tem i realtid kan YOLOv5 vara ett bra val, medan YOLOv8 kan vara lämpligare f̈or mer
komplexa senarier d̈ar ḧogsta m̈ojliga noggrannhet krävs (Terven and Ćordova-Esparza,
2023).

2.2.3 Bildf örbehandling i CNN-modeller

Vid träning av modeller̈ar ett av de viktigaste stegen att förbehandla bilddata för att
säkersẗalla att modellen kan hantera variationer i ljusförh	allanden, kontrast och bak-
grunder. F̈or att uppn	a detta anv̈ands normalisering och standardisering.

• Normalisering inneb̈ar att pixelv̈arden skalas till intervallet [0,1] för att s̈akersẗalla
en enhetlig indata och underlätta n̈atverkets inl̈arning.

• Standardisering justerar pixelv̈arden genom att subtrahera medelvärdet och di-
videra med standardavvikelsen, vilket gör att bilderna f	ar en normalf̈ordelning.
Detta minskar k̈ansligheten f̈or ljusförändringar och f̈orbättrar modellens stabilitet
(Burkov, 2019).

Dessa tekniker g̈or att CNN-modellen kan konvergera snabbare vid träning och gener-
alisera b̈attre, vilketär avg̈orande n̈ar bilderna varierar i kvalitet och omgivning.

2.2.4 NVIDIA CUDA och GPU-acceleration

Compute Uni�ed Device Architecture (CUDA)̈ar en plattform och ett programmerings
gränssnitt utvecklat av NVIDIA som g̈or det m̈ojligt att anv̈anda Graphics Processing
Unit (GPU) för allmänna ber̈akningar. Genom att utnyttja GPU:ns m	anga k̈arnor kan
tusentals parallella beräkningar utf̈oras, vilketär s̈arskilt effektivt vid maskininl̈arning
och realtidsdetektering.
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I detta projekt anv̈ands CUDA f̈or att accelerera YOLOv5-modellen vid inferens, vilket
möjliggör snabba och responsiva detektioner i varje bildruta. CUDA gör att systemet
kan k̈oras i realtid utan att förlora prestanda, trots hög bilduppl̈osning och �era objekt i
scenen.

CUDA är integrerat i �era djupinl̈arningsramverk, s	asom PyTorch och TensorFlow, och
stöds av NVIDIA:s egna bibliotek som cuDNN (CUDA Deep Neural Network library)
för neurala n̈atverk. Detär viktigt att notera att CUDA endastär kompatibelt med
gra�kkort fr 	an NVIDIA och kan inte anv̈andas med GPU:er fr	an exempelvis AMD
(NVIDIA Developer, 2023)

2.3 Visionsystem p 	a marknaden

Visionsystem f̈or robotik har blivit b	ade vanligare och mer avancerade. Vissa system
är enkla att s̈atta upp med f̈ardiga kameror och gra�ska verktyg, medan andra ger mer
frihet att anpassa �̈oden direkt i robotens programvara.

2.3.1 ABB Integrated Vision

Systemeẗar ett visionsystem som̈ar utvecklat f̈or ABB:s robotar i varierande miljöer.
Systemet bygger p	a IP67-klassade kameror med integrerad bildbehandling, snabb bild-
inf 	angning och ḧogkvalitativ optik. Det erbjuds̈aven f̈or- de�nerade visionsysytem för
lokalisering, inspektion och sp	arning.

Systemet kon�gureras i ABB:s programvara RobotStudio, där hela �ödet enkelt kan
byggas upp. Det �nns olika typer av kameror att välja p	a fr	an 800x600 (0.5MP) till
2448x2048 (5MP), vilket g̈or systemet v̈aldigt �exibelt beroende p	a tillämpning (ABB
Robotics, 2025).

2.3.2 Canon 3D Machine Vision System

Systemeẗar ett 3D visionsystem som̈ar utvecklat f̈or att integreras med UR robotar i
varierande till̈ampningar. Systemet bygger p	a ḧoguppl̈ost 3D skanning och automatisk
CAD-baserad kalibrering.

Kon�gurationen sker direkt i UR Polyscope via en plugin, där anv̈andaren snabbt kan
skapa program utan kodning. Systemet stödjer även andra funktioner för kalibrering
och plockprogram vilket underlättar f̈or anv̈andaren (Canon, 2025).
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2.4 Integrering med robotik

Integreringen av datorseende och maskininlärning med robotik spelar en central roll i
automatiserade system för objektidenti�ering och sortering. Genom att koppla samman
ett visionsystem med en robot möjliggörs autonoma beslut och aktioner baserade p	a
visuell information. I detta avsnitt beskrivs de tekniska aspekterna av integrationen,
samt hur AI och robotik samverkar för att uppn	a effektiv och precis hantering av objekt.

2.4.1 Komponenter

För att skapa en först	aelse f̈or uppbyggnaden av konstruktionen i studienär det viktigt
med kunskap om dess komponenter. Nedan följer en beskrivning och förklaring av dess
komponenter.

Universal Robots modell 3, generation CB3 (UR3 CB3)(Se Figur 1)̈ar en sexaxlad
industrirobot fr	an Universal Robots med kompakt design, vilket ger en stor räckvidd
och �exibilitet f ör varierande uppgifter. Robotenär anpassad för att hantera l̈atta laster
upp till 3 kg ochär s̈arskilt lämplig för applikationer som kr̈aver ḧog precision, s	asom
lätt automation, montering och materialhantering i mindre skalor.

Roboten̈ar utrustad med Universal Robots styrsystem ochär designad f̈or att vara enkel
att integrera i olika produktionsmiljöer och applikationer d̈ar �exibilitet och anv̈andarv̈anlighet
är viktiga. Roboten som̈ar en kollaborativ robot som̈ar utvecklad f̈or att vara s̈aker att
arbeta tillsammans med människor och kan lätt programmeras för olika uppgifter, vilket
gör den l̈amplig för b	ade industriell anv̈andning och forskning. Eftersom att robotenär
kollaborativ har den en maxhastighet p	a 250mm/s. (Universal Robots, 2025b).
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Figur 1 Universal Robots UR3 CB3 (Universal Robots, 2025a)

Intel RealSense Depth Camera D435(Se Figur 2)är en djupkamera utformad för
att ge ḧogprecisions 3D-avbildning genom aktiv stereoteknik. Kameran använder tv	a
infraröda sensorer och en RGB-sensor för att ber̈akna djupinformation, vilket g̈or den
relevant f̈or applikationer inom robotik, datorseende och automatiserade system. Kam-
eran sẗods av Intel RealSense SDK, vilket underlättar integration med olika AI- och
Visionsystem (Intel RealSense, 2025).

Figur 2 Intel RealSense Depth Camera D435 (Intel RealSense, 2025)

Transportband är ett banddrivet transportsystem som för kontinuerligt in och utmat-
ning av batterier under sorteringsprocessen. Bandetär motoriserat med en elmotor och
har justerbar hastighet för att synkroniseras med robotens plockcykel. Den kontinuerliga
rörelsen eliminerar behovet av start–stopp-kommandon, vilket minskar cykeltiden och
ger en j̈amn �öde genom arbetsomr	adet.
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2.4.2 UR Polyscope

UR Polyscopëar Universal Robots gra�ska användargr̈anssnitt som anv̈ands f̈or att pro-
grammera och styra deras robotar. Polyscope möjliggör snabb implementering av robot-
program direkt fr	an robotens gr̈anssnitt samt integration med externa system. Mjuk-
varanär ocks	a anpassad för kommunikation via Transmission Control Protocol/Internet
Protocol (TCP/IP) och stödjer realtidsstyrning genom socket-anslutningar, vilket gör
den l̈amplig för integration med externa modeller. Gränssnittet styrs med URScript.
(Universal Robots, 2023).

2.5 Prestandautv ärdering

För att s̈akersẗalla att CNN-modellen fungerar optimalt i batterisorteringssystemet krävs
en prestandautvärdering. Eftersom modellen ska klassi�cera och lokalisera batterier i
bilder kr̈avs att �era olika metoder används.

2.5.1 Precision & Recall

Modellen utv̈arderas med Precision och Recall för att först	a dess prestanda vid identi-
�eringen av olika batterityper. Eftersom sorteringen sker med olika ljusförh	allanden,
vinklar och bakgrunder s	a kan modellen p	averkas av f̈orändringar i bilddata.

Precisionmäter hur m	anga av de identi�erade batterierna som faktisktär korrekt klas-
si�cerade, som ses i ekvationen (1).

Precision=
True Positive (TP)

True Positive (TP)+ False Positive (FP)
(1)

Hög precision inneb̈ar att modellen g̈or f	a felklassi�ceringar, deẗar viktigt om vissa
batterier skulle kr̈ava s̈arskild hantering. Om modellen skulle ha l	ag precision kan det
leda till att farliga batterier hamnar i fel kategori. För att förbättra precision skapas �era
varianter av samma bild med olika ljus och bakgrundsförh	allanden. D	a f	ar modellen
träningsexempel som liknar verkliga scenarion och minskar risken för felklassi�cering
(Burkov, 2019).

Recall mäter hur stor andel som korrekt identi�eras av modellen, som ses i ekvatio-
nen(2).
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Recall=
True Positive (TP)

True Positive (TP)+ False Negative (FN)
(2)

Hög recall s̈akersẗaller att de �esta batterier av en viss typ upptäcks, även om vissa
felklassi�ceringar kan f̈orekomma. Om modellen missar m	anga batterier av en viss typ
kan det g̈ora processen ineffektiv. För att öka recall anv̈ands tekniker f̈or att �njustera
modellen efter den verkliga miljön. Modellen kan f̈orst tr̈anas i en simuleringsmijö och
sedan justeras med ett mindre dataset av bilder fr	an den verkliga milj̈on. Detta hj̈alper
modellen att anpassa sig till verkliga variationer och förbättra prestandan i olika miljöer
(Burkov, 2019).

2.5.2 Confusion matrix

En confusion matriẍar en tabell som visar hur väl en klassi�ceringsmodell lyckas
föruts̈aga olika klasser. Den ena axeln i matrisen representerade de faktiska etiketterna
och den andra representerar modellens föruts̈agelser. I ett bin̈art klassi�eringsproblem
visar matrisen hur m	anga exempel som har klassi�cerats korrekt (True Positive (TP)
och True Negative (TN)) och felaktigt (False Positive (FP) och False Negative (FN)).

När det �nns �era klasser s	a inneh	aller matrisen lika m	anga rader och kolumner som
det �nns klasser. Detta m̈ojliggör att analysera m̈onster i felklassi�ceringar, exempelvis
om en modell ofta f̈orväxlar visuellt lika klasser. S	adan information kan användas f̈or
att förbättra datasetet genom att exempelvis lägga till mer data av förväxlade objekt
(Burkov, 2019).

2.5.3 Intersection over Union (IoU)

Vid objektigenk̈anningär IoU en viktig m̈atmetod f̈or att utv̈ardera hur v̈al modellen
kan lokalisera objekt i en bild. IoU m̈ater hur mycket den beräknade och den verkliga
(ground truth) avgr̈ansningsboxen (bounding box)överlappar varandra. Denna metod
anv̈ands ofta f̈or att avg̈ora om en detektion̈ar korrekt eller felaktig i f̈orh	allande till en
förde�nierad gr̈ans, exempelvis 0,5.

För att undvika att �era mycket likartade rutor rapporteras för samma objekt används
dessutom Non-Maximum Suppression (NMS). NMS �ltrerar bort de rutor som har hög
IoU (t.ex. � 0,45) med den ruta som har högst kon�dens, s	a att endast den mest sanno-
lika avgr̈ansningsrutan beh	alls per objekt. Vid utv̈ardering av en CNN modell används
metoden f̈or att avg̈ora om en detektering ska räknas som en True Positive (TP) eller
False Positiv (FP) (Rosebrock, 2016).

12




	Ordlista
	Introduktion
	Bakgrund
	Problembeskrivning
	Sortering av batterier med vision

	Syfte
	Frågeställningar
	Avgränsningar

	Teori
	Maskininlärning
	Övervakad inlärning
	Djupinlärning
	Modellträning och utvärdering

	Konvolutionella neurala nätverk
	Grundläggande arkitektur och komponenter 
	Ultralytics YOLO
	Bildförbehandling i CNN-modeller 
	NVIDIA CUDA och GPU-acceleration

	Visionsystem på marknaden
	ABB Integrated Vision
	Canon 3D Machine Vision System

	Integrering med robotik
	Komponenter
	UR Polyscope

	Prestandautvärdering
	Precision & Recall 
	Confusion matrix
	Intersection over Union (IoU) 
	Mean Average Precision (mAP)
	Förlustfunktioner

	Tidigare forskning
	Tidigare examensarbeten
	Forskning om YOLO modeller


	Metod
	Design av studien
	Datainsamlingsmetod
	Bildinsamling och annotering
	Bildförbehandling
	Dataset och Augumentering

	Dataanalys
	Prestandamått
	Integrering med UR robot

	Validitet och reliabilitet
	Validitet
	Reliabilitet
	Begränsningar i studien

	Etiska ställningstaganden

	Implementering
	Val av CNN modell
	Hög prestanda och noggrannhet 
	Resurseffektivitet
	Enkel implementering och integrationsmöjligheter
	Flexibilitet och anpassningsbarhet

	Datainsamling och behandling av data
	Insamling av bilder
	Bildförbehandling
	Bildannotering
	Dataaugmentering

	Förberedelse av dataset och träning av modell
	Förberedande steg för träning
	Modellträning

	Implementering med robot
	Förberedelse av miljön
	Integrering med modellen
	Fysisk konfiguration och systemsamverkan


	Resultat
	Uppbyggnad av implementerat system
	Kamerauppställning
	Transportband
	TCP/IP-kommunikation
	Robot och gripdon
	Systemets realtidsförmåga

	Prestandautvärdering
	Utvärdering av Modellen
	Modellens detekteringskapacitet
	Robotens Kapacitet
	Flaskhalsar


	Analys
	Besvarande av frågeställning 1
	Lösning för realtidsdetektion
	Effekt av bandhastighet och objekttäthet
	Modellens hantering av överlappande objekt

	Besvarande av frågeställning 2
	Integrationsflöde mellan YOLOv5 och UR3 robot
	Synkronisering av bildanalys och robotrörelse
	Systemets flexibilitet, anpassningsbarhet och hållbarhet

	Jämförelse med teori och tidigare forskning
	Precision, recall och mAP
	Inlärning och generaliseringsbeteende
	Överensstämmelse med liknande sorteringsstudier

	Identifierade begränsningar och osäkerheter
	Variationer i grip- och transportcykler
	Datasatsens omfattning och generaliserbarhet


	Diskussion
	Systemets prestanda – styrkor och begränsningar
	Orsaker till detektionsmissar
	Jämförelse med tidigare studier
	Reflektion över resultat
	Vad har undersökts och bidragits med?
	Teoretiska kopplingar och praktiska tillämpningar
	Förbättringsmöjligheter och framtida arbete

	Metoddiskussion
	Val av datainsamling och testupplägg
	Mätosäkerheter
	Val av analysmetoder och möjliga alternativ

	För- och nackdelar ur olika perspektiv
	Etik och säkerhet
	Jämförelse mot visionsystem på marknaden
	Industriell tillämpbarhet kontra forskning


	Slutsatser
	Huvudsakliga slutsatser
	Sammanfattning av huvudfynd
	Svar på forskningsfrågorna
	Teoretiska och praktiska bidrag
	Begränsningar i studien

	Förslag på fortsatt forskning/arbete


